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摘　 要:简要介绍了因果关系的概念和模型,明确了机器学习是主流智能控制方法的

基础,对人工智能从相关关系到因果关系的变化趋势进行了系统的讨论,提出以被控

系统的因果建模作为复杂系统控制的起点,为解决复杂系统控制难题提供了新的

思路。
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Abstract:This paper briefly introduces the concept and model of causality,makes it clear
that machine learning is the basis of the mainstream intelligent control method,systemati-
cally discusses the changing trend of artificial intelligence from correlation to causation,
and puts forward the causal modeling of the controlled system as the starting point of the
complex system control,which provides new ideas to solve the problem of complex system
control.
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0　 引　 言

传统的控制理论主要采用微分方程、状态方

程及各种数学变换作为研究工具,它们本质上是

一种数值计算的方法,要求对象必须可以量化,且

各种量化参数之间的关系能够用精确的数学模型

表示。 如果没有已知的被控系统物理模型,无法

从物理模型获得数学模型,则一般采用黑箱方法,
分析被控系统输入、输出之间的数值相关关系,拟
合出数学模型。 在因果关系的背景下考量,无论
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是微分方程表达的物理关系,还是系统输入、输出

之间的数值相关关系,背后都隐含着被控系统的

因果关系。 只是由于系统简单,没必要显性化因

果关系,就可以直接建立控制模型来实施控制。
由于复杂系统大部分具有非线性、时变、不确

定性等特征,一般没有明确已知的物理模型,几乎

找不到精确数学建模的方法,尤其控制趋于多层

次、多目标、输入信息的多样化和数据量显著增

加,使控制变量的选取、控制目标的确定、动力学

规律的表达都变得极其困难。 因此采用人工智

能、大数据方法分析其中的相关关系,再通过相关

关系拟合出控制模型的各种智能控制方法得到大

量应用。 但是,人工智能遭遇到基于相关关系机

器学习的瓶颈,专家们意识到很多问题不能仅仅

通过相关分析解决,必须回归到因果分析,人工智

能领域出现了相关关系到因果关系的研究趋势。
契合这种变化,本文提出把系统地推断被控系统

的因果关系,建立显性的因果模型作为复杂系统

控制的重要基础,为解决复杂系统控制难题提供

新的路线。

1　 因果关系

爱因斯坦认为现代科学技术发展的两大基石

是因果关系和形式逻辑体系。 客观世界是状态的

集合,状态的变化即为事件。 因果关系则是客观

世界中事件之间存在的一种客观联系。 一个事件

由另外一个或一些事件引起,则引起一个事件发

生的事件是原因,被引起事件是结果。 因果关系

被认为是自然界、人类社会乃至客观世界的内在

的、普遍的和客观的内在联系。 探索客观世界的

因果关系成为科学研究的基本目标之一,是许多

学科研究的课题,比如哲学、自然科学、社会科学

以及控制论等学科。 人们期望通过发现客观世界

存在的因果规律,实现对客观世界的控制与改造。
因果关系所关注的是两种事件之间引起与被

引起的关系。 最简单的因果表达形式是“事件 C
引起事件 E”,事件 C 为因,事件 E 为果。 从时间

维度上,因果关系也蕴含了重要时序信息,即因发

生在果的前面。 如何解释这种因果,人们从不同

的视角开展了研究。 一类研究者把因和果看成是

一组关系,主要探讨这组关系成立的相应条件,此
时并不显式考虑因果间的时间因素。 另外一类研

究者果看做是因作用的结果。 在这类在因果关系

研究中,引入了时间这一因素。
1)条件因果

无时间因素因果关系的重点是分析因果间的

条件关系。 马奇提出的 INUS 条件,就是从原因

的逻辑充分条件组来分析因果[1]。 他分析了因

事件进行复合的逻辑关系,该关系被称为 INUS
条 件: An insufficient but necessary part of a
condition which is itself unnecessary but sufficient
for the result(结果的一个不必要但是充分的条件

中,一个不充分但是必要的组成部分)。 在 INUS
中,原因 C 是由多个必要因素构成的一个充分条

件组;若去除其中任意一个必要因素,则原因不再

是结果 E 的充分条件。 即 INUS 理论认为“C 是

E”的原因的时候,实际上表达的意思是 C 由一些

必要因素一起够成了 E 的一个充分条件。
勃克斯从因果可能的角度,通过在扩展模态

逻辑建立因果描述逻辑,创新性地提出了四个因

果模态符号,分别为:因果可能“◇c”、因果必然

“□c”、因果蕴涵“→c”、因果等值“↔c” [2]。 运用

逻辑模态与因果模态,建立了“因果可能世界”描
述方法。 通过引入因果关系的建模符号,可以运

用形式化的方法,对因果关系系统进行的逻辑论

证来证明。
概率因果是在量子力学兴起时,因果关系由

确定论解释向非确定论解释转变。 典型代表是萨

普斯用概率的统计解释建立因果关系的概率模

型[3]。 他的模型中果事件 E 出现的绝对概率将

小于它在因事件 C 条件下出现的条件概率,即
P(E)<P(E | C),则称 C 是 E 的原因。 在概率模

型发展中,较为典型的是概率对比模型[4] 和效力

PC 理论[5]。 概率对比模型比较两种概率的差异

值的结果,其公式表示为:

ΔP=P(E |C)-P(E |C􀮨)
ΔP 是 P (E | C) 与原因未出现时条件概率

P(E |C􀮨)的差值。 因果关系的条件反应在协变值

ΔP 的变化方向。 而效力 PC 理论(the power prob-
abilistic contrast theory)由协变相关推论因果联系

的边界条件。 定义协变值 ΔP 和结果基率 P(E |

C􀮨)的联合函数称为因果力,用因果力的概念来解

释协变相关:

p=ΔP / [1 – P(E |C􀮨)] =ΔP / P(E􀮨|C􀮨)
概率模型中另一个有影响的研究是 Pearl 等

人的工作[6-8]。 Pearl 以贝叶斯网为基础,结合结

构方程模型( structural equation modeling,SEM)、
潜在结果模型(rubin model)提出了结构因果模型
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(structural causal models,SCM),形式化描述了因

果假设、因果效应、反事实和反事实联合概率。 运

用 SCM 来表示干预,开发用于估计因果效应和反

事实的数学工具,并通过对工具变量的分析和它

们在实验中的边界效应的作用来加以证明。 反事

实的结构化逻辑可用来估计在非受控随机实验范

式下无法定义的因果量,由结构理论衍生出来的

有效工具,用于解决各种各样的因果问题。
国内张勤基于信度网理论提出因果图模型,

因果图采用事件概率说明相邻变量间的因果关

系,其蕴涵了联合概率分布。 使用动态因果树的

概率推理方法,计算影响节点事件的基础事件,从
而找出节点事件的最小基础事件割集[9]。 通过

对基础原因的控制来预测或诊断系统故障。
2)过程因果

由于因果关系是由原因到结果,体现了因果

关系的时间特性。 同时从物理角度,任何因果过

程是因在对果作用一定时间的过程。 因此时间是

因果关系描述中的一类重要项。
格兰杰因果模型强调了因果关系的时序

性[10]。 格兰杰检验 C 和 E 之间的因果性定义运

用了完整信息集的概念。 若 n 时刻原因事件 C 的

发生对于,n+1 时刻结果事件 E 发生影响,C 构成

E 的原因。 特别强调了事件发生的时序性,如果

C 构成 E 的原因,那么本期的 C 会影响下一时刻

E 的概率分布。
萨尔蒙和费尔则从因果连续过程建立因果关

系。 阿朗森和费尔因果转移理论,因果意味着两

个接触物体间因将其拥有的物理量向结果的转

移,如:动量、动能、热量等。 这些物理量、能量和

动量从原因流向结果[11]。 道尔在萨尔蒙和费尔

的基础上,提出了因果守恒量理论[12]。 这些理论

一个特点是因果关系可使用物理量进行描述和表

达,有一个时间上的连续作用过程。
另外一类因果连续时间作用过程基于信息

熵。 香农提出的“信息熵”描述了事件间的信息

量化度量。 Thomas Schreiber 于 2000 年在互信息

中考虑时间序列,提出了传递熵的概念[13]。 传递

熵作为描述因果过程中物理量转移,量化了信息

流动所产生因果关系,因此可以作为因果关系判

定的主要依据。 梁湘三教授以动力系统为基础,
通过刘维尔方程,将传递熵引入到系统因果关系

的评定上[14]。 在不明确现象之间的动力过程是

否有耦合的情况下,仅通过时间序列的协方差 /相
关系数定量计算他们之间的信息流,从而识别现

象之间的因果关系[15]。 此方法在厄尔尼诺和印

度洋偶极子( Indian Ocean dipole,IOD)这两种气

候模式之间的因果关系判断上得到了证明。
近年来,事件间的相关关系和因果关系引起

了广泛的讨论,尤其大数据和人工智能理论和技

术的发展,从观察数据发现因果关系规律,建立因

果模型进行描述和假设,使因果关系研究重新成

为热点。

2　 机器学习与复杂系统控制

在当前大数据迅猛发展的背景下,机器学习

成为了人工智能的核心基础。 传统上机器学习最

基本的学习策略有归纳和演绎,随着大数据的兴

起,“深度学习”、“增强学习”、“概率学习”普遍

得到重视和发展[16-18]。 著名算法专家,机器学习

领域的先驱人物 P. Domingos 提出了机器学习的

五大学派[19],将机器学习按看待问题的不同角度

分为:符号学派(symbolists),更多关注哲学、逻辑

学和心理学,将学习视为逆向演绎( inverse of de-
duction),以推理规则为基础进行知识组合;联结

学派(connectionists),专注物理学和神经科学,相
信大脑的逆向工程,用多层感知器处理联结权重;
进化学派,在遗传学和进化生物学的基础上模拟

自然进化,用基因算法等进行结构进化。 贝叶斯

学派(Bayesians)注重统计学和概率推理,多用贝

叶斯网络作为模型,进行基于特征的概率估计;类
推学派(analogizers)更多是关注心理学和数学优

化来推断相似性判断。
从上世纪 60 年代起,为了提高控制系统的自

学习能力,控制界学者开始将人工智能技术应用

于智能控制系统,使控制系统在经历“经典控制”
和“现代控制”的发展后,进入“智能控制”阶段,
主要用来解决那些用传统方法难以解决的复杂系

统控制的问题。
由于给出“人工智能”一致定义的困难,智能

控制系统至今没有广泛认可的、统一的定义。 较

为公认的提法有傅京孙提出人工智能与自动控制

的二元交集论,以及 Saridis 等人提出的人工智

能、自动控制和运筹学的三元交集论等[20-21]。
与传统控制相比,智能控制的主要核心在人

工智能和优化方法,强调智能决策和规划。 通过

启发式推理、机器学习等人工智能理论和方法获

得系统模型,优化算法,实现控制器。
从智能控制系统的方法角度,人工智能的理

论和技术一定程度地决定了智能控制方法。 总体
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上,智能控制方法可分为专家智能、模糊逻辑、进
化算法和神经网络等控制方法[22]。

专家智能、模糊逻辑控制,对人类决策的近似

推理特征进行了抽象,可视为基于规则的专家系

统的一种泛化[23];进化控制包括基因算法、遗传

算法、蚁群算法等、进化算法等,模拟自然进化搜

索最优解。 神经网络控制则在控制系统中采用神

经网络处理难以精确描述的复杂的非线性对象,
充当控制器、优化计算、进行推理、故障诊断等,采
用卷积神经网络 CNN、循环神经网络 RNN、动态

神经网络 DNN[24-25] 等神经网络学习机制作为优

化控制方法。
大多数智能控制方法可以归属到机器学习

中,特别是归纳学习。 大致上,智能控制方法中专

家智能、模糊逻辑属于符号学派;基因算法、遗传

算法、蚁群算法、进化算法等多采用环境试探性的

增强学习,属于进化学派;神经网络、深度学习等

联结学习,属于联结学派;支持向量机等数学优化

算法属于类推学派;基于贝叶斯方法的概率学习

属于贝叶斯学派等等,目前很多研究者也将多种

机器学习方法综合运用于控制系统。
在大数据背景下,基于机器学习的智能控制

方法有能够充分逼近复杂的非线性系统、学习和

适应不确定性系统的动态特性以及快速并行分布

处理、鲁棒性等诸多优势,已经成为智能控制的

主流。

3　 因果关系与机器学习

图灵奖得主、贝叶斯网络之父 Judea Pearl 在
NIPS 2017 的报告和随后的论文中提出了对机器

学习,特别是深度学习背后理论的思考[26-27]。
Pearl 指出,当前的机器学习系统几乎完全以统计

学或盲模型的方式运行,存在理论上的局限性,学
习机器通过来自环境的感官输入流参数来优化其

性能,类似于达尔文进化论中物种自然选择的缓

慢过程。 Pearl 使用①联想(Association)②干预

(Intervention)③反事实(Counterfactual)三级层次

来描述机器学习系统所面临的障碍,解释了为什

么基于统计学的机器学习系统无法推理行动、实
验和解释,同时也告诉我们需要哪些额外的统计

信息,以何种格式来支持这些推理模式,得出反事

实是科学思维基石的结论。
突破口在于借鉴结构性因果推理模型,会学

习的机器需要现实模型的指导,类似于人在因果

推理任务中使用的模型,从而达到人类智力水平:

人类所拥有而其他物种所缺乏的是一种心理表

征,人类可以增加意志、想象、假设、规划和学习来

操纵生存蓝图的能力。 解决这些问题的关键是给

机器装备因果推理工具来加速学习,以达到人类

认知水平,就像对立于自然选择缓慢过程的科技

超级进化过程。
Pearl 把这种转化称为“因果革命”,而导致因

果革命的数理框架即“结构因果模型” ( SCM)。
SCM 由三部分构成:图模型、结构化方程、反事实

和干预式逻辑。 其中,图模型作为表征知识的语

言,反事实逻辑帮助表达问题,结构化方程以清晰

的语义将前两者关联起来。 SCM 框架的七项最

重要的特性,完成当前机器学习系统无法实现的

任务:①编码因果假设———透明度和可测试性;②
Do-calculus 和控制混杂;③反事实的算法化;④调

解分析和直接、间接效应的评估;⑤外部有效性和

样本选择偏差;⑥数据丢失;⑦因果发现。
依据 Pearl 的观点,目前机器学习的方法有内

在限制,很多任务是当前使用相关关系的系统无

法实现的,人类的 AI 不能单纯地从盲模型的学习

机器中出现,它需要数据和模型的共生协作,统计

关联关系必须结合因果建模才能完成。 其他如

Michael l. Jordan、Yann LeCun、李开复等人工智能

专家都认为 AI 应奠定在因果关系的基础上,因果

关系是人工智能、机器学习等的基石。
美国国家科学评论 2018 年 1 月发文[28] 指出

近年来随着海量数据的快速积累,从数据中提取

因果知识显得尤为必要。 不同于传统的机器学习

通常假设给定的数据遵循固定的分布,因果关系

提供了一种理解和处理数据异质性的方法。 事实

证明,在各种假设下,一组随机变量的潜在因果结

构至少在某种程度上可以从观察到的数据中恢复

出来。 在因果关系完全或部分已知的情况下,识
别因果效应或推断干预效果的算法可以解决机器

学习的问题。 因果模型提供了数据分布特性的简

洁描述,已经证明因果知识可以促进各种机器学

习任务,包括半监督学习和转移学习。
所以,一方面机器学习技术从数据中提取信

息,为因果关系研究提供了必要的工具,发展了从

观测大数据中发现因果关系的一系列方法;另一

方面,因果信息描述了观测数据背后过程的性质,
有助于解决一些涉及分布移位或联合分布不同模

块之间关系的学习问题,因果关系提升机器学习

效果,也提供了另一个分析“大数据”的途径。 当

然大数据因果分析还存在许多问题,如高维数据
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下的因果推断表现不好,面临确定的情况、不稳

定 /异构数据、测量误差、选择偏差、次采样等挑

战,但已为当前控制系统因果建模提供了基础。
传统机器学习缺乏因果关系造成的障碍,不

可避免地出现在智能控制中。 如神经网络控制将

系统控制问题看成“黑箱”的映射问题,发现由于

缺乏明确的物理意义,控制经验性知识不易融入

控制中[29]。 在解决实际的复杂系统控制问题时,
相关关系是事物表象的、假设数据分布固定不变

的关系,往往力不从心。 系统存在适用性、可解释

性、干预性和回溯性等问题,无法解释其预测或推

导背后的原因,降低了用户的信任,阻碍了系统诊

断和修复,缺乏识别或响应未经特定编程或训练

的新环境的能力,无法达到人类的智力水平。
而因果关系是稳定的,它对应着实际的物理

过程。 它可以“以不变应万变”,数据以不同面貌

变化,因果关系却是不变的,顺着该性质去构建数

据的分布特性,进而找到复杂系统事物之间的基

本规律去实现控制才更广泛而深入。 因此,研究

视角从相关关系转向因果关系,将智能控制系统

奠基在因果模型上,有望解决复杂控制问题,代表

复杂系统控制的发展方向。

4　 结　 语

国防科技创新特区项目《因控论及其军事应

用》负责人罗振兵教授提出一种基于新型因-果逻

辑原理控因致果的科学方法论———因控论[30],其
目标是为复杂系统控制提供新的理念和方法。 因

控论包括寻因、描因、控因三个阶段,即:利用智能

化、信息化等科学技术寻找事物 /系统发展的因果

关系(寻因),通过数学或其他逻辑形式描述因果

关系构建因果逻辑来认知世界(描因),基于建立

的因果逻辑和智能传感与控制技术对因施控来改

造世界(控因)。
作为项目的课题组之一,我们认为“寻因”的

主要目的是从定性的角度发现被控系统中变量之

间的因果联系,以系统的内在结构为基础,建立定

性的因果模型;基于大数据的因果推断是“寻因”
的主要方法之一。 “描因”是从定性的因果模型

提升,采用数学、逻辑、网络或其他方法描述因果

模型中变量之间的定量关系,从而为“控因”奠定

基础。
本文通过对智能控制方法内在机理的分析,

契合人工智能从相关关系向因果关系发展的趋

势,指出复杂系统智能控制应该以基于因果关系

的机器学习理论和方法为基础,把建立被控系统

的因果模型、也就是“寻因”作为实施复杂系统控

制的第一步,完全符合“分而治之”的复杂性控制

思想,是解决当前复杂系统控制难题的一种可行

的新思路、新方法。
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